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Introducao

Semantic Role Labeling (SRL) é um importante problema da drea de Processamento de
Linguagem Natural (PLN). Este problema foi proposto como tarefa conjunta em trés edi¢des da
Conference on Computational Natural Language Learning [CoNLL 2004, 2005 e 2008]. Isto
demonstra a importdncia deste problema para a comunidade de NLP.

O problema de SRL consiste em rotular, com seus papéis semanticos, todos os argumentos
de cada verbo de um texto. Alguns exemplos de argumentos sdo: sujeito, objeto direto e objeto
indireto. Também sdo considerados alguns modificadores como, por exemplo, modal, temporal e
de negagdo. Segue abaixo um exemplo com uma sentenga ja rotulada:

(s He ] [ would ] [amneg n't ] [v accept | [4, anything of value ] from [4, those he was writing
about ] .

Neste exemplo temos os seguintes argumentos:

e V:overbo alvo (aceitar);

e Ao: quem aceita;

e A1 0 que é aceito;

e A2:aceito de quem;

¢ AM-MOD: modificador de modo;
e AM-NEG: modificador de negacao.

O problema de SRL define seis argumentos principais: Ao, Aj, ..., A5. A fun¢do semantica
de cada argumento depende do verbo alvo e, na maioria dos casos, Ao é o sujeito e A1 é o objeto
direto. Nas tarefas da CoNLL é utilizada a abordagem do ProbBank para determinar quais sdo os
argumentos de cada verbo e qual a fungdo semantica de cada um. Neste trabalho foi utilizado o
corpus fornecido na CoNLL 2004 (Penn TreeBank). Este corpus é composto por 22 se¢des do Wall
Street Journal e possui os seguintes atributos:

e Palavras: as palavras formando as sentengas;

o (lassificagdo morfossintatica;

e Entidades nomeadas: Pessoa, Local, Organizacdo, ...
e Arvore sintatica parcial (chunks);

e (Osverbos alvo e sua forma no infinitivo.

Uma sentenca pode conter varios verbos. Nestes casos, os argumentos de cada verbo
devem ser rotulados independentemente. No corpus fornecido na CoNLL 2004 uma coluna é
fornecida com os roétulos correspondentes a cada verbo (chamado verbo alvo). Veja um exemplo
do formato do corpus da CoNLL 2004 na tabela 1.



Word

Target
Verb

explore

The

S

14
billion
robot
spacecraft
faces

a
six-year
journey
to
explore
Jupiter
and

its

16
known
moons

Tabela 1: Exemplo de sentenca no formato do corpus do CoNLLo4

Neste trabalho o SRL foi abordado utilizando um comité de modelos de Entropy Guided
Transformation Learning (ETL). ETL é um algoritmo de aprendizado de maquina que ja obteve
resultados no estado-da-arte para varios problemas importantes de PLN. Um dos principais
objetivos neste trabalho foi criar uma estratégia para geragdo automdtica de modelos ETL que,
quando combinados em um comité, gerassem um bom resultado. O restante deste texto
apresenta o desenvolvimento do trabalho e esta organizado da seguinte maneira. Na Secdo 2 é
apresentada uma breve descrigdo do algoritmo ETL. As estratégias desenvolvidas para a geracdo
dos comités de ETL sdo descritas na Sec¢do 3. Alguns resultados experimentais sdo apresentados na
Secdo 4. Finalmente, na Se¢do 5 sdo discutidas as principais conclusdes e apresentados alguns

possiveis trabalhos futuros.
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Entropy Guided Transformation Learning

Neste trabalho foi utilizado o algoritmo de aprendizado de maquina denominado Entropy
Guided Transformation Learning (ETL) [Santos 2008]. Na Figura 1 é apresentado um diagrama
deste algoritmo. Este algoritmo é baseado em outros dois algoritmos de aprendizado de maquina
supervisionado: Transformation Based Learning (TBL) [Brill 1995] e Decision Tree (DT ou arvores
de decisdo). O TBL é um algoritmo de aprendizado de maquina para problemas de classificagdo
que aprende uma seqiiéncia de regras que corrigem uma classifica¢do inicial ja fornecida (em
geral uma heuristica simples). As regras geradas pelo TBL sdo determinadas por um conjunto de
gabaritos, que deve ser fornecido como entrada para o algoritmo. Um gabarito determina o
contexto (tokens vizinhos e suas caracteristicas) que deve ser observado para corrigir uma
classificagdo. Contudo, essa geragdo de gabaritos requer um conhecimento especifico do dominio
do problema para que bons resultados sejam atingidos e esse acaba se tornando um passo custoso

na aplicag¢do do TBL.
Baseline Labeled Entropy Guided
system training set Template Generation

Rule templates

Select the best rule
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Figura 1: Diagrama do algoritmo ETL

DT também é um algoritmo de aprendizado de mdaquina vastamente utilizado em
problemas de classificagdo. De maneira bem resumida, este algoritmo gera uma arvore com nos e
arestas rotulados. Os nos internos sdo rotulados com uma caracteristica, as arestas sio rotuladas
com um valor da caracteristica do n6 origem (pai) e as folhas possuem como rétulo uma




classificagdo para o token. A classificagdo de um exemplo é determinada pelo caminho na DT, da
raiz até uma folha. Este caminho é determinado pelas caracteristicas do exemplo. O algoritmo de
DT utilizado no ETL é guiado pelo conceito de Ganho de Informag¢do que, por sua vez, estd
relacionado a diferenga de entropia que a escolha de uma caracteristica gera.

O ETL utiliza um algoritimo de arvore de decisdo para gerar gabaritos que, em seguida,
sdo fornecidos como entrada para um TBL. Desta forma, o ETL gera gabaritos de maneira
automatica, dispensando a necessidade de conhecimentos mais especificos do dominio. Além
disso, os resultados obtidos com o ETL sdo iguais ou melhores que os do TBL, tornando-o um
algoritmo perfeitamente adequado para o problema de SRL.

Comités de ETL

Esse trabalho se focou no problema proposto no CoNLLo4 e no corpus disponibilizado
para a shared task daquele ano. A aplica¢do do ETL obteve, entdo, bons resultados, comparaveis
ao estado-da-arte desse problema. Contudo, acreditou-se que melhores resultados poderiam ser
obtidos se, ndo apenas um modelo ETL fosse aplicado, mas um comité formado por diversos
modelos gerados pelo ETL. Essa estratégia se mostrou bem sucedida inicialmente com a aplica¢do
de 6 modelos, o que motivou aprofundar a aplicagdo de comités com mais modelos. Como estes
modelos iniciais foram gerados um por um de modo independente, esse trabalho se focou em
métodos para gerar modelos automaticamente.

Preparacao do corpus

Antes de aplicar o ETL, diversos atributos novos foram gerados, a partir daqueles ja
disponiveis no corpus . A lista abaixo contém uma breve descri¢do desses atributos.

e Se o token vem antes ou depois do seu verbo alvo;

e Se o verbo alvo esta na voz ativa ou passiva;

e Se é uma palavra-chave temporal (exemplos: Dezembro, segunda-feira, desde, enquanto);

e A sequéncia dos chunks entre o token e o verbo alvo. Nesse caso, chunks de Noun-phrase
consecutivos sdo tratados como um;

e A sequéncia dos chunks entre o token e o verbo alvo. Nesse caso, os chunks de
Prepositional-phrase sdo trocados pela preposi¢do em si;

e A distdncia, em numero de chunks, entre o token e o verbo alvo;

e A classificagdo morfossintatica do verbo alvo;

e A sequéncia de abrir e fechar de sentengas entre o token e o verbo alvo.



Depois de aplicado cada modelo, é feito um pds-processamento que edita algumas
classificagdes feitas. O pos-processamento consiste nos seguintes passos:

e S6 pode haver um tnico argumento de cada tipo (Ao, Ay, ..., A5) por sentenga. Se mais de
um for encontrado, apenas o argumento mais perto do verbo alvo é mantido e os demais
sdo removidos;

e Um argumento ndo pode ter seus limites fora da sentenca onde ele comega. Quando isso
ocorre, o limite do argumento é reduzido até estar dentro da sentenga onde ele comegou.

Classificador Inicial

O ETL, assim como o TBL, parte de uma classificagdo inicial que tentara corrigir. Neste
problema utilizamos como classificador inicial o conjunto de regras proposto por Erik Tjong Kim
Sang para o CoNLL 2004. As regras s6 dependem da classificagdo morfossintatica e da arvore
sintatica parcial e sdo as seguintes:

e (lassificar not e n’t que estejam no mesmo chunk que o verbo alvo como AM-NEG;

e C(lassificar verbos modais que estejam no mesmo chunk que o verbo alvo como AM-
MOD;

e C(lassificar o primeiro Noun-phrase chunk antes do verbo alvo como Ao;

e (lassificar o primeiro Noun-phrase chunk depois do verbo alvo como Atz;

e (lassificar that, which e who antes do verbo alvo como R-Ao;

e Se o verbo alvo for parte de um passive verb-phrase chunk, trocar Ao por A1, A1 por Ao,
R-Ao por R-A1 e R-A1 por R-Ao.

Geracdo e aplicacdo de modelos

O ETL utlizado nesse trabalho faz uso da biblioteca de arvores de decisdo C4.5 [C4.5], que
é distribuida em codigo-aberto. Essa biblioteca possui a capacidade de aprendizado ativo, que é
feita a partir de uma escolha aleatoria de uma parcela do corpus de treino. Como essa escolha é
aleatéria, modelos treinados usando a opgdo de aprendizado ativo serdo, conseqlientemente,
diferentes entre si. Assim, a primeira tentativa de geracdo de modelos consistiu no uso do
aprendizado ativo. Contudo, os resultados preliminares ndo se mostraram satisfatérios, indicando
que uma nova estratégia deveria ser abordada.

Em [Ho 95], foi proposta a idéia de arvores de decisdes aleatorias. Nesse caso, as arvores
de decisdo geradas ndo utilizam todos os atributos possiveis a cada né criado, mas escolhem
dentre uma parcela reduzida e aleatoria dos atributos. A op¢do de geracdo de arvores aleatorias
esta disponivel na biblioteca OpenDT [OpenDT], também de codigo aberto.



Assim, foram gerados modelos a partir das arvores que eram gerados pela op¢do de
Q@rvores aleatériasd Outra técnica que demonstrou obter bons resultados foi a técnica de bagging,
que consiste em escolher aleatoriamente exemplos do corpus de treino, podendo repetir cada
exemplo, aleatorizando ainda mais a gera¢do das arvores. Entdo, para cada arvore gerada, o ETL
gerou um conjunto de gabaritos com o qual treinava um modelo TBL. Com a geragdo de varios
modelos, o problema do SRL era resolvido através de vota¢do simples dos resultados de cada
modelo.

Resultados

Ao aplicarmos os modelos gerados, uma melhoria sensivel nos resultados foi obtida.
Contudo, com mais modelos sendo gerados nido se obtinha resultados ainda melhores. Isso
ocorreu pois, sendo uma votagdo simples e sendo que os modelos mantém uma proporgao
razoavelmente semelhante de seus votos, independente de quantos sdo gerados, pouca melhoria
advém de novos modelos.

Assim, adotou-se a estratégia de aplicar apenas parte dos modelos gerados. Para avaliar
quais modelos deveriam ser aplicados, aplicou-se os modelos individualmente no corpus de
desenvolvimento e, a partir desses resultados, ordenou-se os modelos gerados. No corpus de teste
era aplicado, entdo, um subconjuntos dos modelos gerados que obtiveram melhores resultados no
corpus de desenvolvimento.

Os resultados podem ser verificados na tabela 2.

Preciséo Abrangéncia F-1 Modelos
1° 72.43% 66.77% 69.49 -
20 70.07% 63.07% 66.39 -
3° 71.81% 61.11% 66.03 -

DT 6 75.42% 57.13% 65.01 30/74
DT5 75.13% 57.20% 64.95 20/47
DT 4 75.00% 57.05% 64.81 10/47
40 68.42% 61.47% 64.76 -
DT 3 74.81% 56.33% 64.27 47147
50 65.63% 62.43% 63.99 -
DT 2 73.14% 56.32% 63.64 10/26
DT1 72.99% 55.43% 63.01 20/26
ETL 69.26% 55.94% 61.89 1
6° 64.17% 57.52% 60.66 -

Tabela 2



Na tabela 2, os modelos 12, 22, ... 6° representam os 6 melhores modelos para o SRL no
CoNLLo4. O modelo ETL mostra o melhor resultado obtido com apenas um modelo ETL. DT 1 a
DT 6 mostram os resultados obtidos com diversos comités de modelos ETL. A dltima coluna
mostra quando comités foram aplicados de quantos modelos gerados até entdo. Vale ressaltar que
os modelos gerados em DT1 e DT2 ndo foram gerados com todos os atributos 7 uma estratégia que
obtinha melhores resultados quando apenas um modelo era gerado. E, por fim, os modelos
gerados para o DT6 passaram a utilizar uma poda maior em suas arvores de decisdo, o que explica
o ganho menor que o esperado para o numero de modelos usados.

A respeito dos parametros de treino do ETL, os modelos foram treinados com janela de 5
tokens, ou seja, os atributos referenciados poderiam estar em dois tokens a frente ou atras. Os
modelos criados possuiam threshold de 3, ou seja, suas regras obtinham um score maior que 3.

Conclusao e Trabalhos Futuros

Como verificado nos resultados, os comités se mostraram bem melhores que o uso de
apenas um modelo para o problema do SRL. N&o s6 isso, mas com o uso de apenas 10 modelos
dentre aproximadamente 50 treinados foi possivel obter resultados entre os 4 melhores da tarefa
no CoNLL o4.

Por fim, como os resultados foram obtidos com relativamente poucos modelos treinados e
aplicados, espera-se que haja um potencial de melhoria desses resultados através da geragdo de
mais modelos e escolha adequada de quantos devem ser aplicados. Ainda, outros pardmetros
podem ser ajustados, obtendo resultados melhores. Um exemplo desses parametros é o parametro
de poda das arvores de decisdo, mas outros pardmetros como o threshold utilizado devem ainda
ser testados a exaustdo.
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